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RESUME
Nous étudions comment le pré-apprentissage de modeles auto-supervisés de parole et audios peut
impacter les performances finales. Pour cela, nous construisons un corpus de contenus variés prove-
nant de télévision et de radios, et nous utilisons des annotations automatiques pour apprendre des
encodeurs avec des données controlées (langue, parole, musique, genre du locuteur, répétitions). Les
performances de ces modeles sont évaluées avec des taches de reconnaissance automatique de la
parole, de détection d’activité vocale et musicale, de reconnaissance du locuteur, ainsi que la capacité
des modeles a se souvenir de leur corpus de pré-apprentissage. Les résultats montrent un intérét a
pré-apprendre sur des contenus variés sans se limiter a la parole.

ABSTRACT
Data Selection Effects on Self-Supervised Learning of Audio Representations for French

We look into how the pretraining datasets of self-supservised speech and audio models impact their
downstream results. We build a large pretraining corpus of highly diverse TV and Radio broadcast
audio content, and we use automatic annotations to train audio SSL models on controlled data
(language, speech, music, speaker gender, repetitions). Models are evaluated on downstream tasks
such as automatic speech recognition, voice activity and music detection, speaker recognition and the
encoder’s ability of memorizing their training datasets. The results show the potential of pretraining
SSL models on diverse audio content without restricting it to speech.
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1 Introduction

L’ apprentissage autosupervisé (SSL pour Self Supervised Learning) des modeles audio consiste a
pré-apprendre un modele encodeur sur un large corpus de contenus audio. Ce modele produit des
représentations (embeddings) qui peuvent étre utilisées pour d’autres tiches, telles que la recherche
d’informations musicales ou la reconnaissance automatique de la parole (ASR). Cependant, la plupart
des encodeurs de la parole sont pré-appris slir de la parole segmentée proprement (Parcollet ef al.,
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2024; Zanon Boito et al., 2024), souvent des livres audios tels que LibriSpeech (Baevski er al., 2020,
2023). Néanmoins, des questions se posent quant a la viabilité d’une telle approche. Si nous apprenons
un modele sur de la parole qui contient également de la musique et du bruit, comment se comportera-
t-il pour des taches telles que la reconnaissance automatique de la parole ? Les embeddings qu’un tel
modele pourrait générer seront-ils utiles pour des taches de détection de la parole en milieu bruité,
ou de détection de la musique ? De plus, les biais de genre au sein des modeles SSL sont fréquents
(Fuckner et al., 2023; Zanon Boito et al., 2022), un équilibrage des données de pré-entrainements
pourrait-il les réduire ? Une autre question se pose concernant les contenus dupliqués au sein des
corpus de pré-entrainements. Pour le traitement du texte, certains (Lee et al., 2022; Carlini et al.,
2021) ont démontré leur impact négatif concernant I’extraction de contenus sensibles. Enfin, nos
modeles pré-entrainés étant publiés ', nous souhaitons limiter la possibilité pour des tiers d’extraire
des informations provenant du corpus d’entrainement.

Notre objectif est de construire des modeles SSL audio génériques, qui pourraient aussi bien fonc-
tionner pour le traitement de la parole tel que la reconnaissance automatique de la parole (ASR), sa
compréhension, la segmentation du locuteur et sa reconnaissance, mais également pour des taches
de traitement de la musique : détection de la voix chantée ou détection de la musique par exemple.
Nous souhaitons employer ces modeles sur des archives audiovisuelles pour extraire des embeddings
a grande échelle, qui pourraient étre employés par différents classifieurs pour décrire les contenus.

Dans cet article, nous présentons un corpus audio de 100 000 heures construit a partir d’archives
TV et Radio provenant de I’ Institut National de I’ Audiovisuel (INA). Ce corpus est dédupliqué, puis
les segments composants ce corpus sont décrits automatiquement. En utilisant ces informations,
nous pré-apprenons plusieurs modeles SSL afin de répondre aux questions évoquées plus haut, et les
évaluons avec des taches de : reconnaissance automatique de la parole, biais de genre, détection de
I’activité vocale et musicale, reconnaissance du locuteur, et inférence d’appartenance.

2 Ktat de art

Data2vec2 (Baevski et al., 2023) est une architecture multimodale et efficiente pour produire des
modeles SSL pour la parole, le texte et I'image. A 1’aide d’une architecture équivalente, Li ef al.
(2022) présentent music2vec, pré-entrainé sur 1 000 heures de musique, et qui obtient des résultats
état de I’art sur plusieurs taches d’extraction d’informations musicales. Cependant, il ne semble
pas exister de modeles unifiés capables de gérer a la fois traitements de parole et de musique. Pour
le frangais, des encodeurs pré-entrainés existent également (Parcollet et al., 2024; Le et al., 2026).
Zanon Boito er al. (2022) ont évalué I’impact des biais de genre lors du pré-apprentissage pour une
tache d’ ASR, suggérant qu’un pré-apprentissage équilibré en genre pourrait réduire ces biais ensuite.
La détection de I’activité vocale (VAD) en utilisant des représentations autosupervisées a été réalisée
avec succes (Gimeno et al., 2021; KuneSova et al., 2023). Par exemple, Karan et al. (2024) ont
utilisé avec succes un modele pré-appris sur 436k heures de parole. Bien que la VAD et la détection
de la musique soient des taches relativement proches, aucune approche unifiée n’a été proposée.
Doukhan ef al. (2018) ont présenté un modele détectant la voix et la musique, mais celui-ci ne peut
pas distinguer les deux (par exemple si quelqu’un parle par-dessus de la musique d’arriere-plan).
Les méthodes de vérification de I’identité du locuteur les plus récentes sont basées sur des modeles
SSL (Chen et al., 2022a,b; Novoselov et al., 2023; Peng et al., 2024), avec un modele agrégeant les
représentations cachées et la distance cosinus comme méthode de comparaison avec la cible.

1. https://hf.co/spaces/ina-foss/LREC-2026-Data-Selection-Effects
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La capacité d’un modele SSL a souvenir de son corpus d’apprentissage a été plusieurs fois étudiée.
Pour le texte, Carlini ez al. (2021) ont réussi a générer des URLs vues pendant I’apprentissage de
GPT-2 XL. Pour la parole, Tseng et al. (2022) ont mis en place une attaque durant 1’inférence, ou ils
sondent la mémorisation d’informations de locuteur et des segments au sein des représentations.

3 Corpus audio pour les représentations autosupervisées

Depuis 1975, I'Institut National de 1’ Audiovisuel (INA) a le role de collecter et d’archiver la télévision
et les radios en France. En partenariat avec I’'INA, nous obtenons un corpus tiré aléatoirement de 473k
heures de contenus, diffusés en France de 1940 a 2022. 1l contient de nombreux types de contenus :
actualités, publicités, documentaires, jeux télévisés, films, musiques, dessin animés, sports, etc.

3.1 Déduplication des contenus audio et suppression des corpus d’évaluation

D’apres des travaux menés par Chenot er al. (2014) sur 12 chaines de télévision francaises, il y a
en moyenne 8/ de contenus nouveaux chaque jour, avec pour certaines chaines seulement 2,3h de
contenus nouveaux par jour. Beaucoup ont montré que la déduplication des corpus d’apprentissage est
une phase importante : non seulement cela permet de réduire le temps d’apprentissage, et d’obtenir de
meilleurs résultats (Mikolov ef al., 2018; Lee et al., 2022), mais cela réduit également certains risques
concernant la confidentialité des données utilisées (Kandpal et al., 2022; Yan et al., 2024). Carlini
et al. (2021) montrent que plus une donnée sensible est répétée durant 1’apprentissage, plus le modele
risque de les régénérer. D’apres Kandpal et al. (2022), les séquences de texte dupliquées dix fois au
sein du corpus d’apprentissage sont en moyenne générées mille fois plus souvent que des séquences
présentes une seule fois. Afin de réduire ce risque, nous dédupliquons le corpus INA en utilisant un
outil de signatures acoustiques décrit par Chenot et al. (2014). Cet outil extrait des signatures audio
Iégeres, et une duplication est détectée lorsqu’au moins quatre signatures identiques consécutives
sont trouvées. L’outil est décrit pour étre robuste aux altérations du signal (filtres passe-bas, découpes
temporelles, etc.). Avec cette étape, 154k heures ont été supprimées, soit 32.6% du corpus initial.

Nous souhaitons évaluer nos modeles avec des corpus provenant d’archives audiovisuelles francaises :
il est souhaitable de ne pas réaliser le pré-apprentissage sur des données pouvant se retrouver dans
ces corpus d’évaluation. L’ outil de déduplication est a nouveau employé, cette fois pour supprimer
ces données de notre corpus de pré-apprentissage. Les corpus supprimés contiennent notamment
ESTERI (Gravier et al., 2004), EPAC (Esteve et al., 2010), QUAERO (Boudahmane et al., 2011),
ETAPE (Gravier et al., 2012), REPERE (Giraudel et al., 2012), InaGVAD (Doukhan et al., 2024), ou
is24_news_topic (Pelloin et al., 2024). Avec cette étape, 623h ont été supprimées des données inititales.

3.2 Découpage et description automatique des extraits audios

Enfin, nous sélectionnons aléatoirement 120/ d’extraits de 30s afin de créer un corpus de pré-
apprentissage de 100 000 heures a partir des contenus restants. Plusieurs outils sont utilisés afin de
décrire automatiquement ces extraits audios. Tout d’abord, Whisper (whisper-large-v3-turbo, Radford
et al., 2023) pour transcrire les extraits en texte et détecter la langue des segments.

Ensuite, nous utilisons InaSpeechSegmenter (Doukhan et al., 2018), un outil de détection d’activité
vocale et de classification du genre (per¢u) du locuteur. Il a par exemple été utilisé par Zanon



Boito er al. (2024) pour nettoyer un corpus de pré-apprentissage. Nous n’avons pas trouvé d’outil
permettant de détecter la musique. A la place, nous développons un petit modele neuronal utilisant les
représentations générées par music2vec et finetuné sur OpenBMAT (Meléndez-Catalén et al., 2019)
afin de prédire la proportion des classes pas-de-musique, musique-d’arriére-plan et musique-d’avant-plan.
11 obtient une Erreur Absolue Moyenne de 12,54% au global sur OpenBMAT (13,30% sur le test).

3.3 Statistiques du corpus

Global : Langues™ :

Durée des segments  30s Frangais (segments) 91,69%
Nombre de segments 12 000 000 — parmi segments parole 99,50%
Durée totale 100 000A < parmi segments musique 85,45%
Période  [01/01/1940 - 31/12/2022] | Anglais (segments) 7,22%
Chaines (TV+Radio) 113 < parmi segments parole 0,30%
< parmi segments musique 12,75%

Type de contenus™ : Biais de genre* :
Segments avec parole  72,51% Temps de parole femmes  29,95%
Segments avec musique  55,23% Temps de parole hommes  70,05%

TABLE 1 — Statistiques globales. *Informations obtenues a I’aide d’outils automatiques / heurisitiques.

Nous présentons en Table 1 les statistiques globales des 100 000/ préparées. Nous utilisons les
heuristiques suivantes afin de déterminer le type de chaque extrait : un segment contient de la musique
si notre outil a prédit moins de 85% de pas-de-musique. 1ls sont considérés comme contenant de la
parole s’ils en contiennent plus de 20s d’aprés InaSpeechSegmenter et moins de 30% de la classe
musique-d’avant-plan. La langue est déterminée par Whsiper, le francais représentant 91,69% des
segments. En ne considérant que les segments considérés comme de la parole, le frangais représente
99,50% des contenus. L’équilibre par genre pergu est obtenu avec InaSpeechSegmenter, au global, le
temps de parole pour les femmes ne représente que 29,95%, contre 70,05% pour les hommes.

4 Apprentissages auto-supervisés

Nous apprenons des modeles SSL audio en suivant I’architecture data2vec2, selon un paradigme
étudiant-enseignant. L’ étudiant doit prédire la représentation non masquée de I’ enseignant. L’ encodeur
contient un réseau CNN et 12 couches transformers pour un total de 93M de parametres, que nous
apprenons pendant 100k étapes. Les configurations complétes et métriques d’apprentissage sont
publiées conjointement avec nos modeles. Nous dérivons six corpus de pré-apprentissage a partir du
corpus de 100k heures (sec. 3). Les parametres acoustiques sont contr6lés afin d’investiguer les effets
des données de pré-apprentissage sur les tiches finales. Chaque sous-corpus est composé de 120 000
extraits de 30s pour un total de 1 000 heures. Sur chaque corpus suivant, nous apprenons un modele :

base : Un sous-ensemble aléatoire de 1 000A.

pas-musique : Sous-ensemble composé de segments décrits comme ne contenant pas de musique.

seulement-parole : Un sous-ensemble contenant uniquement des segments de parole (mais peut
par exemple contenir de la musique d’arriere-plan).

seulement-FR : Uniquement des segments détectés comme francais d’apres Whisper.

genre : Un sous-ensemble avec une proportion équilibrée de parole d’homme et de femmes.



dupliqués : Construit a partir de base, mais ol 1% des segments ont été dupliqués 10x. Afin de
conserver la méme durée, 10 800 autres segments ont été supprimés aléatoirement. L’ objectif
est de construire un sous-ensemble comparable a base, mais avec des données dupliquées.

5 Evaluation sur les tiches finales

Au sein de cette section, nous évaluons nos modeles audio avec plusieurs tiches. Nos modeles
sont comparés avec d’autres encodeurs baseline, également pré-appris sur 1k heures de données :
en fonction des taches avec d2v-EN-1K-base (data2vec, Baevski et al., 2022) ou WavLM-base (Chen
et al., 2022a) pour I’anglais, w2v2-FR-1K-base (architecture wav2vec2.0, Parcollet et al., 2024) et
d2v2-FR-1K-base (architecture data2vec2, Le et al., 2026) pour le frangais, et music2vec (architecture
data2vec, Li et al., 2022) pour la musique. Pour toutes les taches présentées ci-dessous, sauf indication
contraire, nous apprenons le modele en aval et éventuellement 1’encodeur SSL sur la partition officielle
d’apprentissage des corpus utilisés. L’intervalle de confiance des résultats a 97,5% est calculée avec
un ré-échantillonnage par bootstrap (n = 1 000).

5.1 Reconnaissance automatique de la parole

Modgele | Global | Antract QUAERO  EPAC ESTER1 REPERE
w2v2-FR-1K-base 31,4 +o0,1 | 28,4 +0,1 36,8405 29,8+02 324402 34,0 +02
d2v2-FR-1K-base 16,7 +0,1 | 13,0 +0,1 22,6 +0,3 15,6 +0.2 17,7402 19,0 +0,2
base 153 +o0,1 | 14,2 +0,1 18,5 +04 14,2+02 15,8+02 16,4 +0.2
pas-musique 144 +o0.1 | 13,5+0,1 174 +04 13,1402 149 +02 1544072
seulement-parole | 14,5 +0,1 | 13,3 +0,1 18,0 +0,4 13,4 +02 15,1402 15,5402
seulement-FR 15,0 +0,1 | 13,7 +0,1 18,2 +0,3 14,0 +02 15,5 +0,2 15,9 40,2
genre 15,1 +0,1 | 14,0 +o0,1 18,5 +0,4 13,9 +02 15,7402 16,1 +0.2
dupliqués 15,6 +0,1 | 14,5 +0,1 18,9 0.4 144 +02 16,2402 16,5 +0.2

TABLE 2 — Résultats pour I’ASR en WER (]) des différents encodeurs testés en fonction des corpus.

Pour la reconnaissance automatique de la parole, nous ajoutons une couche de projection linéaire,
alimentée par la sortie du dernier transformer du modele SSL. Le modele est appris avec une loss de
classification temporelle connexionniste (CTC) au niveau caracteres. Nous initialisons d’abord cette
nouvelle couche pendant 1% étapes avec I’encodeur SSL gelé, puis nous continuons 1’apprentissage
de I’ensemble jusqu’a 30k étapes. Les modeles sont évalués sans modele de langage, et avec un
décodeur glouton. Nous apprenons les modeles sur la combinaison des corpus Antract (Carrive et al.,
2021), QUAERO, EPAC, ESTER1 et REPERE. Les résultats sont présentés en termes de taux d’erreur
mot (WER) en Table 2 en fonction des différents encodeurs pour cette tiche. Contrairement a nos
modeles qui sont pré-entrainés sur des données audio diverses et spontanées, w2v-FR-1K-base et
d2v-FR-1K-base sont deux encodeurs pré-appris sur des livres audios. Nous remarquons que nos
modeles obtiennent de meilleurs résultats qu’eux, avec une amélioration absolue respective de 17,0%
et 2,3%. En comparant nos différents modeles, nous observons que pré-apprendre en favorisant la
parole (seulement-parole ou pas-musique) semble améliorer les résultats par rapport a la configuration
de base. Le modele pré-entrainé sur des données dupliquées semble obtenir de moins bons résultats
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que la version base, confirmant les résultats déja établis par d’autres (Lee et al., 2022).



QUAERO EPAC ESTER1 REPERE
base genre base genre base genre base genre
homme | 18,8 +0,4 18,7404 | 14,0+0,2 13,7+02 | 16,2+0,2 16,1 +0.2 | 16,4 +0,2 16,1 40,2
femme | 17,9 +06 18,2406 | 15,8 +04 15,2404 | 14,9+0,3 14,7 +03 | 16,9+05 16,5 +0,4
Al —49 —2.7 2,1 10,4 —8,4 -9,1 3,0 2,5

TABLE 3 — WER () par genre ainsi que la différence relative entre hommes et femmes (A ).

Nous présentons (Table 3) les résultats en WER en fonction du genre sur les corpus disposant de
cette information. De maniére analogue a Zanon Boito et al. (2022), nous calculons la différence
de WER relative entre hommes et femmes tel que A} = 100 X %. Si A >0, le
modele performe mieux pour les hommes que les femmes, et inversement. Notre analyse en fonction
du genre compare les modeles base et genre. Nous observons que la parole contenue dans le corpus
EPAC semble plus difficile pour les femmes que les hommes. A ’inverse, les corpus QUAERO et
ESTERI1 semblent plus faciles pour les femmes. Ces résultats peuvent étre expliqués par des biais de
genre au niveau du role des locuteur-ice-s (Adda-Decker et al., 2005; Garnerin et al., 2019). Nous
observons que le biais de genre (A) est moins important pour genre que pour base (a 1’exception
d’ESTER1), ce qui semble donc indiquer qu’un pré-apprentissage équilibré en genre serait bénéfique.

5.2 Détection de I’activité vocale
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(a) Architecture employée pour les modeles de détec- (b) Architecture employée pour I’attaque par infé-
tion de I’activité vocale (sec. 5.2) et de musique (5.3). rence d’appartenance (sec. 5.5)

FIGURE 1 — Schémas des architectures employées pour différentes taches.

La VAD consiste a segmenter les portions d’un extrait audio qui contiennent de la parole. Nous la
traitons comme une classification binaire trame-a-trame : parole et non-parole. L’ architecture est
décrite en Figure 1la, nous utilisons la concaténation de la sortie de la couche CNN et du premier
transformer du modele SSL, qui sont gelées, et transmises a un simple classifieur neuronal. Durant
I’inférence, nous lissons les prédictions avec un algorithme Viterbi. Les modeles sont entrainés sur le
jeu de développement (découpé avec 80% pour I’apprentissage) de InaGVAD (Doukhan et al., 2024).
Les résultats globaux et par catégorie sont présentés en Table 4. Nous comparons nos modeles avec
InaSpeechSegmenter (Doukhan et al., 2018) et pyannote (Bredin et al., 2021). Nos modeles améliorent
les résultats sur I’ensemble des catégories, contrairement aux modeles état-de-1’art qui éprouvent des
difficultés sur la télévision généraliste et les radios musicales. De maniere générale, I’encodeur base
obtient les meilleurs résultats, bien que music2vec s’en approche.



| Détection de I’activité vocale (Acc. 1) | Détection de la musique (F1. 1)

Modsl Global | 55 25 22 >3 | Guoba | 22 35 5F
odele obal =g S 23 oba = >
25, 7§ =B 7% S]O8% 332
InaSpeechSegmenter | 93,0 +2.4 954 88,3 98,1 949 - - - -
pyannote 88,7+4.8 | 96,2 89,6 75, 96,1 - - - -
music2vec 96,4+1,1 | 96,5 94,6 98,5 97,7 | 91,2+0,1 | 96,7 89,7 920
d2v-EN-1K-base | 952 +18 | 96,3 93,2 96,6 97,0 | 87,5+0.1 | 97,0 854 87,7
d2v2-FR-1K-base 95,4+16 | 96,8 92,7 976 97,3 | 85,9 +0,1 96,1 83,8 85,1
base 96,8 1.1 | 97,6 956 97,8 977 | 894+0.1 | 97,3 87,1 91,0
pas-musique 96,0 +1,3 | 96,6 94,4 976 97,1 | 87,1 +0,1 | 96,9 84,5 884
seulement-parole 96,2 +1,2 | 96,7 949 972 974 | 87,5+0,1 | 97,0 85,0 88,9
seulement-FR 96,3 £1.,2 96,5 951 97,6 974 | 87,7+0,1 97,2 85,1 89,8
genre 96,5 +1,3 | 97,1 953 972 976 | 88,3+0,1 | 97,3 85,6 90,7
dupliqués 96,7410 | 97,0 954 985 974 | 88,9-0.1 | 97,2 86,5 90,8

TABLE 4 — Résultats pour les taches de détection d’activité vocale (sec. 5.2), et musicale (sec. 5.3).

5.3 Détection de la musique

Nous évaluons ensuite nos encodeurs sur une tiche ou 1’objectif est d’indiquer les endroits contenant
de la musique dans un extrait. La méme architecture que pour la détection d’activité vocale décrite
en Figure la est utilisée. Les fichiers audios sont découpés en extraits de 30s sans chevauchement.
Nos modeles sont appris sur les jeux d’apprentissage de OpenBMAT (Meléndez-Catalén et al., 2019),
Mirex (2015), et Seyerlehner (2007). Nous observons (Table 4) que 1’encodeur music2vec obtient
les meilleurs résultats globaux. Parmi nos modeles, les meilleurs résultats sont obtenus avec ceux
pré-appris avec a la fois de la parole et de la musique (base, genre et dupliqués).

5.4 Reconnaissance du locuteur

Nous évaluons nos modeles base, seulement-parole et genre ainsi que WavLM-base (Chen et al., 2022a)
a I’aide du benchmark de reconnaissance du locuteur VoxCeleb (Nagrani et al., 2017; Chung et al.,
2018). Nous utilisons 1’architecture MHFA (Peng et al., 2023) pour agréger les représentations SSL
en un embedding de dimension 256. Seul le MHFA est appris, pendant 50 époques sur 1 000 locuteurs
dérivés du corpus VoxCeleb2 (dev.). L’évaluation est faite en termes d’Equal Error Rate (EER).
Nous remarquons (Table 5), que WavLM obtient les meilleurs résultats, probablement griace a son
pré-apprentissage sur un corpus anglais, en phase avec le corpus d’évaluation VoxCeleb. Ensuite,
genre obtient les meilleurs résultats, mais les modeles base et seulement-parole obtiennent des résultats
proches. Cela suggere que nos modeles conservent une information liée a ’identité du locuteur.

5.5 Attaque par inférence d’appartenance

Nous évaluons la possibilité pour un modele SSL de se souvenir de son corpus de pré-apprentissage
a I’aide d’une attaque par inférence d’appartenance, ou MIA (Membership Inference Attack). Tout
d’abord, nous construisons un corpus d’apprentissage de 22h, composé de 1320 segments vus une
fois durant le pré-apprentissage des modeles base et dupliqués, et 1320 segments jamais vus. Ensuite,



1.0 n=0|1
VoxCeleb1- & S8051,7%
Modele o E H 37 - n=0l
; gn 0.5 A ‘,.-"" ««+« dupliqués
WavLM-base ‘ 6,32 6,98 1145 g2 s sigizz,o%
base 820 8,02 11,97 5 00 . — dupliqués
seulement-parole | 8,00 7,84 11,50 0.0 0.5 1.0
genre 7,35 783 11,64 Taux de faux positifs
TABLE 5 — EER (%, |) des encodeurs SSL. FIGURE 2 — Résultats de I’attaque (sec. 5.5).

pour 1’évaluation, nous construisons trois jeux de test de 10k (1 200 segments) chacun? :

inédit (n = 0) : aucun des modeles n’ont observé ces exemples durant leur pré-apprentissage ;
une fois (n = 1) : les deux modeles ont observé ces exemples une seule fois dans le corpus;
copies (n = 10) : le modele dupliqués a observé 10x ces exemples dans son corpus (1x pour base).

Le MIA est décrit en Figure 1b. Il se compose d’une somme pondérée des représentations cachées du
SSL (gelé), suivi d’un classifieur qui doit prédire si I’exemple a été vu pendant le pré-apprentissage.
Nous présentons en Figure 2 les courbes ROC? sur inédit vs. une fois (n = 0|1) et inédit vs. copies
(n = 0/10). Nous remarquons que pour les exemples vus plusieurs fois durant 1’apprentissage
(n = 0]10 pour le modele dupliqués), I’attaque fonctionne mieux que la chance, avec une surface
sous la courbe (SSC) de 61,2%. Dans le cas d’exemples vus une seule fois (n = 0|1), I’attaque ne
réussi pas, ni pour base (51, 7%), ni pour dupliqués (52,0%). De maniére générale, cela suggere que
pré-apprendre avec des exemples dupliqués ne rende pas les segments non-dupliqués plus mémorables,
contrairement aux segments dupliqués, qui le deviennent avec un SSC de 61,2%.

6 Conclusions

Dans cet article, nous avons construit et utilisé un corpus de 100 000/ de contenus TV et Radio pour
produire plusieurs modeles SSL, en fonction des données. Nos observations montrent que pour la
reconnaissance de la parole, pré-apprendre avec un corpus ne contenant pas de musiques apporte un
gain par rapport a un corpus plus divers. Au niveau des biais de genre, pré-apprendre avec des données
équilibrées semble réduire les biais de WER entre hommes et femmes. Pour une tache de détection
d’activité vocale, pré-apprendre sur des contenus audiovisuels variés permet d’obtenir les meilleurs
résultats, et apportent de bons résultats pour la détection de musique. Nos modeles obtiennent des
résultats comparables aux autres modeles SSL pour la reconnaissance de locuteur. Ces résultats nous
permettent d’envisager un pré-apprentissage sur le corpus complet de 100 000h. Enfin, I’attaque par
inférence d’appartenance montre 1’importance de la déduplication des données, avec une réduction
importante de la mémorisation des données d’apprentissage.
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2. Aucun de ces trois ensembles ne se chevauchent, ni avec le corpus d’apprentissage de 22h.
3. Par mesure de clarté, la courbe ROC du modele base pour n = 0|10 n’est pas affichée. Elle a un SSC de 50,5%.
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