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RÉSUMÉ
Nous présentons les modèles Pantagruel, une nouvelle famille d’encodeurs autosupervisés pour le
texte et la parole en français. Au lieu de prédire des cibles adaptées à la modalité (tokens textuels,
unités de parole), Pantagruel apprend des représentations cibles contextualisées dans l’espace latent,
permettant aux encodeurs spécifiques à chaque modalité de capturer plus efficacement les régularités
linguistiques ou acoustiques. Les modèles de parole sont ainsi préentraînés sur des corpus français à
grande échelle, incluant MultilingualLibriSpeech, LeBenchmark et INA-100k, un nouveau corpus
audio de 100 000 heures français issu des archives de l’Institut National de l’Audiovisuel (INA),
offrant des données audio de télévision et de radio très diversifiées. Nous évaluons Pantagruel sur
plusieurs tâches pour lesquelles les modèles affichent des performances similaires ou supérieures à
l’état de l’art français. Ces résultats confirment l’efficacité de l’architecture choisie et positionnent
Pantagruel comme un fondement robuste pour la compréhension multimodale parole-texte.

ABSTRACT
Unified Self-Supervised Encoders between modalities : a focus on French Speech

We release Pantagruel models, a new family of self-supervised encoder models for French text
and speech. Instead of predicting modality-tailored targets such as textual tokens or speech units,
Pantagruel learns contextualized target representations in the feature space, allowing modality-specific



encoders to capture linguistic or acoustic regularities more effectively. Speech models are pre-trained
on large-scale French corpora, including MultilingualLibriSpeech, LeBenchmark, and INA-100k,
a newly introduced 100 000-hours corpus of French audio derived from the archives of the Institut
National de l’Audiovisuel (INA), providing highly diverse audio data from French television and
radio. We evaluate Pantagruel on diverse downstream tasks. Pantagruel models show competitive or
superior performance compared to strong French baselines. These results confirm the effectiveness
of chosen architecture and highlight Pantagruel as a robust foundation for multimodal speech–text
understanding.

MOTS-CLÉS : apprentissage autosupervisé, JEPA, data2vec, modèles de langue français, encodeurs
de parole, apprentissage de représentations multimodales, architecture prédictive à plongements joints,
modélisation prédictive.

KEYWORDS: self-supervised learning, JEPA, data2vec, French language models, speech encoders,
multimodal representation learning, joint-embedding predictive architecture, predictive modeling.

1 Introduction

Reflétant les tendances observées dans d’autres langues, les encodeurs autosupervisés sont devenus
standards pour le traitement du français écrit et parlé. Des modèles textuels tels que FlauBERT
(Le et al., 2020) et CamemBERT (Martin et al., 2020), accompagnés de LeBenchmark (Evain
et al., 2021b; Parcollet et al., 2024) pour la parole, ont établi un état de l’art pour diverses tâches
applicatives. Cependant, la plupart des travaux antérieurs reposent sur la reconstruction au niveau
des tokens (Devlin et al., 2019; Baevski et al., 2020; Warner et al., 2025), ce qui peut sous-utiliser
les régularités structurelles des signaux continus et entrave un traitement unifié du texte et de la
parole. Les approches prédictives récentes (LeCun, 2022; Assran et al., 2023; Baevski et al., 2023)
qui apprennent des cibles contextualisées dans l’espace latent offrent une alternative prometteuse,
permettant aux encodeurs spécifiques à chaque modalité de capturer une structure linguistique et
acoustique plus riche au-delà de la forme de surface.

Dans cet article, nous présentons Pantagruel, une famille d’encodeurs autosupervisés français pour
le texte et la parole, entraînés séparément en utilisant l’architecture data2vec 2.0 (Baevski et al.,
2023), une instanciation du cadre JEPA (joint embedding predictive architecture – Architecture
prédictive à représentation conjointe, LeCun, 2022). Pantagruel suit un paradigme d’entraînement
enseignant-élève (teacher-student) dans lequel l’élève prédit des représentations latentes masquées
produites par un enseignant qui observe l’entrée complète et non masquée. Ces objectifs basés sur
les représentations se sont avérés très efficaces pour la vision (Assran et al., 2023; Mo & Tong,
2024) et l’audio (Fei et al., 2023; Tuncay et al., 2025; Yuksel et al., 2025), mais restent peu explorés
pour le texte. Des travaux récents suggèrent que les tokens textuels sont des unités compactes et
sémantiquement denses avec une variabilité de bas niveau minimale, laissant peu de place aux
méthodes basées sur les plongements (embeddings) pour s’améliorer par rapport aux approches au
niveau de l’entrée (Van Assel et al., 2025). Nos expériences sur les modèles textuels confirment
également cette hypothèse. Par conséquent, pour le texte, nous proposons d’augmenter l’objectif dans
l’espace latent par modèle de langue masqué (MLM, Devlin et al., 2019) afin de mieux capturer les
informations syntaxiques et sémantiques fines, produisant de meilleures représentations textuelles tout
en conservant les avantages de la prédiction de cibles contextualisées. Nos modèles autosupervisés
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FIGURE 1 – Vue d’ensemble de l’architecture du modèle Pantagruel. Le réseau commence par un
préréseau (pre-net) pour extraire des représentations vectorielles de la séquence d’entrée parole. Ces
caractéristiques sont transmises à un encodeur enseignant, tandis que des tokens visibles choisis
au hasard sont transmis à un encodeur élève. Un décodeur léger prédit les représentations latentes
de l’enseignant à partir des sorties de l’élève. Pour l’entrée textuelle, une perte supplémentaire de
modèle de langue masqué (MLM) est utilisée. Les paramètres de l’enseignant sont mis à jour via une
moyenne mobile exponentielle (EMA) de ceux de l’élève. Après l’entraînement, seuls la couche de
plongement et l’encodeur élève sont utilisés pour l’affinage sur les tâches applicatives.

de parole et de texte sont disponibles sur le hub HuggingFace 1. Dans la suite de cet article, nous
nous focaliserons sur les modèles de parole. Pour permettre un préentraînement à grande échelle en
français, nous avons constitué des corpus de grande taille pour chaque modalité.

Pour la parole, nous avons rassemblé des jeux de données diversifiés couvrant la parole lue, spontanée,
professionnelle et audiovisuelle, comprenant 14 000 heures audio de LeBenchmark (Evain et al.,
2021b) et 100 000 heures audio d’INA-100k, un nouveau corpus dérivé des archives de l’Institut
National de l’Audiovisuel (INA) que nous présentons pour la première fois dans cet article. Nous
évaluons Pantagruel sur différentes tâches applicatives et nous comparons ces performances à celles
de LeBenchmark (Evain et al., 2021a,b; Parcollet et al., 2024).

Contributions Nous présentons Pantagruel, une famille d’encodeurs autosupervisés français pour
la parole et le texte basés sur l’architecture data2vec 2.0 et le cadre JEPA, ce qui permet d’entraîner
des modèles sur différentes modalités en utilisant le même cadre. Ensuite, nous étudions l’impact
du corpus audiovisuel INA-100k sur les performances des modèles. Enfin, nous fournissons une
évaluation à travers différentes tâches de parole, où Pantagruel égale ou améliore systématiquement
l’état de l’art actuel en français.

2 État de l’art

L’apprentissage autosupervisé a favorisé des progrès rapides dans plusieurs domaines, en particulier
dans le traitement du texte et de la parole. Pour la parole en particulier, wav2vec2.0 (Baevski et al.,
2020) a introduit l’apprentissage contrastif sur des représentations quantifiées, tandis que HuBERT
(Hsu et al., 2021) a adopté la prédiction masquée de clusters discrets, et WavLM (Chen et al., 2022) a
amélioré la robustesse grâce à des objectifs de débruitage. Initialement développés pour l’anglais, ces
cadres autosupervisés ont été rapidement étendus aux contextes multilingues (Devlin et al., 2019;
Conneau et al., 2020; Scao et al., 2022; Shliazhko et al., 2024; Babu et al., 2022).

Pour le français, de nombreuses études ont adapté ces architectures autosupervisées aux deux moda-
lités. Pour la parole, l’initiative LeBenchmark (Evain et al., 2021b; Parcollet et al., 2024) étend le

1. https://huggingface.co/PantagrueLLM
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paradigme du préentraînement au français parlé, en fournissant des modèles basés sur wav2vec2.0 et
des ressources d’évaluation pour la compréhension de la parole en français. Pour la compréhension
de la langue parlée, FlauBERT-Oral (Pelloin et al., 2022) et Jargon (Segonne et al., 2024) fournissent
des représentations textuelles adaptées au français parlé transcrit. Ensemble, ces efforts contribuent à
un écosystème complet de modèles français couvrant les modalités écrites, spécialisées et orales.

Parallèlement à ces avancées, une autre approche plus récente a exploré les objectifs prédictifs au
niveau des plongements comme alternative à la reconstruction au niveau de l’entrée (JEPA, LeCun,
2022). Plutôt que de prédire des tokens discrets ou de reconstruire des entrées brutes, les modèles
de style JEPA apprennent à prédire les représentations latentes des régions masquées à partir du
contexte visible, s’abstrayant ainsi des détails de surface de bas niveau. La nature agnostique à la
modalité de cet objectif a permis des applications réussies dans divers domaines : I-JEPA (Assran
et al., 2023) et V-JEPA (Bardes et al., 2024; Assran et al., 2025) pour l’image et la vidéo ; A-JEPA
(Fei et al., 2023), Audio-JEPA (Tuncay et al., 2025) et WavJEPA (Yuksel et al., 2025) pour l’audio ;
et data2vec (Baevski et al., 2022, 2023) pour la parole, la vision et le texte. Au-delà de data2vec, le
préentraînement de style JEPA reste largement inexploré pour le texte, où l’objectif MLM au niveau
de l’entrée continue de dominer. Dans ce travail, nous étudions l’apprentissage de représentations de
style JEPA pour la parole et le texte en français en utilisant l’architecture data2vec 2.0 (Baevski et al.,
2023). Pour la parole, nous proposons un objectif uniquement basé sur les représentations. Pour le
texte, nous proposons une approche hybride qui combine la prédiction de représentations de style
JEPA avec le MLM pour exploiter leurs forces complémentaires. Cette approche s’inspire de Huang
et al. (2025), où les auteurs combinent également une perte au niveau des plongements à une perte
au niveau de l’entrée pour l’entraînement de LLM. Toutefois, l’architecture et les résultats pour la
modalité textuelle ne sont pas décrits dans le présent article. Dans ce qui suit, nous nous concentrons
exclusivement sur la modalité vocale et décrivons en détail notre approche ainsi que les résultats
obtenus pour la parole.

3 Modèles et cadre de préentraînement

Nos modèles autosupervisés pour la parole sont basés sur data2vec 2.0 (Baevski et al., 2023). Pour
les modèles de texte, nous avons étendu la perte de data2vec 2.0 pour inclure l’objectif de modèle de
langue masqué (MLM, Devlin et al., 2019; Liu et al., 2019), qui, selon nos observations, produit de
meilleures représentations textuelles.

Aperçu du cadre Une vue d’ensemble de notre cadre de préentraînement est présentée dans la
Figure 1. Étant donné une entrée audio ou une séquence de tokens textuels, un préréseau spécifique
à la modalité est utilisé pour extraire une séquence de représentations vectorielles. Pour la parole,
ce préréseau est typiquement un petit réseau convolutionnel (CNN) alors que pour le texte, il s’agit
d’une couche de plongements standard. Ensuite, la séquence obtenue est transmise à un encodeur
enseignant. En même temps, des éléments choisis au hasard (appelés tokens visibles) de cette
séquence sont transmis à l’encodeur élève (les éléments non sélectionnés sont appelés tokens
masqués). Un décodeur convolutionnel léger, spécifique à la modalité, prédit les représentations
latentes de l’enseignant à partir des sorties de l’encodeur de l’élève et n’est utilisé que lors du
préentraînement. Les encodeurs enseignant et élève partagent la même architecture d’encodeur
Transformer (Vaswani et al., 2017). Les paramètres de l’enseignant sont définis par une moyenne



mobile exponentielle (EMA) de ceux de l’élève, se stabilisant progressivement pendant l’entraînement.
Conceptuellement, cette approche peut être vue comme une instance du paradigme de modélisation
prédictive (LeCun, 2022; Assran et al., 2023), partageant son principe d’apprentissage par la prédiction
de représentations latentes plutôt que par la reconstruction d’entrées brutes. L’idée d’utiliser la
prédiction de caractéristiques masquées dans une configuration d’autodistillation est applicable à
diverses modalités, ce qui motive notre exploration de ce cadre comme une étape vers la construction
d’un encodeur véritablement multimodal.

Fonctions de perte La fonction de perte d’entraînement est définie comme la distance L2 entre
les prédictions de l’élève (c’est-à-dire les sorties du décodeur) et les représentations de l’encodeur
enseignant, calculée sur les régions masquées. Les représentations de l’enseignant ne sont pas obtenues
à partir de la dernière couche Transformer, mais en faisant la moyenne des K dernières couches, pour
une meilleure contextualisation. Pour améliorer l’efficacité, plusieurs versions masquées de chaque
exemple partagent un seul passage en avant de l’enseignant. L’entraînement est effectué séparément
pour chaque modalité, suivant l’approche data2vec.

3.1 Configurations des modèles Pantagruel et détails d’implémentation

Configurations des modèles En suivant les architectures Transformer standards, nous proposons
deux configurations de modèles : base et large. La variante base comporte 12 couches, 8 têtes
d’attention et 768 dimensions cachées. Pour la variante large, ces valeurs sont respectivement de 24,
16 et 1024. Un résumé de nos modèles est donné dans le Tableau 1.

Nom du modèle Param Entraîné sur

Pantagruel-B-1k 93M LibriSpeech
Pantagruel-B-14k 93M LeBenchmark
Pantagruel-L-14k 313M LeBenchmark
Pantagruel-L-114k 313M LeBenchmark + INA-100k

TABLE 1 – Noms et configurations des modèles Pantagruel. Les suffixes « B » et « L » signifient base
et large, respectivement. Le dernier suffixe indique la taille des jeux de données en heures audio (par
ex. « 1k » signifie 1000 heures d’audio).

Détails d’implémentation Suivant la stratégie d’entraînement de data2vec 2.0, nous avons utilisé
l’optimiseur Adam (Kingma & Ba, 2015) avec un ordonnanceur de taux d’apprentissage cosinus
(Loshchilov & Hutter, 2017), où le taux d’apprentissage η augmente linéairement de ηmin au taux
d’apprentissage maximum configuré ηmax pendant une phase d’échauffement (warmup) sur Nwarmup
étapes, puis diminue doucement suivant une courbe cosinus jusqu’à ce que l’entraînement atteigne le
nombre maximum d’étapes spécifié Nmax où η = ηmin. Ces réglages d’hyperparamètres sont fournis
dans les configurations détaillées de chaque modèle.



4 Jeux de données et ressources

Cette section décrit la collecte et l’organisation des données de parole en français. Notre objectif était
de maximiser la taille de l’ensemble de données, en incluant à la fois des données alignées (audio
avec transcriptions) et non alignées. Dans ce qui suit, nous détaillons les jeux de données disponibles
publiquement, le corpus propriétaire de l’INA et les étapes de prétraitement.

Nous avons utilisé la collection de jeux de données de LeBenchmark pour le français, qui rassemble
une grande variété de jeux de données couvrant différents accents, émotions jouées, dialogues
téléphoniques, parole lue, conversations spontanées et discours médiatiques. Cette collection inclut le
jeu de données Multilingual LibriSpeech (MLS, Pratap et al., 2020). Il est à noter que certains de
ces corpus sont transcrits manuellement ou automatiquement et sont donc représentatifs de données
parole/texte alignées. Nous renvoyons les lecteurices à Parcollet et al. (2024) pour les détails.

Cependant, ces volumes restent loin des modèles de l’état de l’art, tels que Whisper (Radford et al.,
2022, entraîné sur 680k heures de données étiquetées) ou Google USM (Zhang et al., 2023, entraîné
sur plus de 12 millions d’heures de données multilingues). Ainsi, pour augmenter le jeu de données de
préentraînement de parole, un corpus de 100 000 heures de contenu audio a été obtenu en partenariat
avec l’INA, les Archives Audiovisuelles Nationales françaises, que nous appellerons INA-100k dans
la suite de l’article. En France, l’INA est chargée de collecter et d’archiver les diffusions TV et radio
depuis 1975. Nous estimons que 75 % de ce contenu audio est de la parole.

Les étapes de prétraitement utilisées pour préparer INA-100k sont décrites ci-dessous. Un corpus
initial de 473k heures de contenu, diffusé sur 113 chaînes de télévision et stations de radio françaises de
1940 à 2022, a été collecté, couvrant divers types de contenus audiovisuels : informations, publicités,
documentaires, jeux télévisés, films, musique, dessins animés, sport, etc.

Nous avons d’abord appliqué l’outil de dédoublonnage audio présenté par Chenot & Daigneault
(2014) pour supprimer les contenus en double. Cet outil extrait des empreintes acoustiques (audio
fingerprints). Lorsqu’au moins quatre empreintes consécutives similaires sont détectées, toutes les
autres correspondances sont écartées. Le dédoublonnage aide à contrôler la distribution et à réduire
les biais (Lee et al., 2022). Plusieurs corpus d’évaluation de référence standards sont également basés
sur des contenus audiovisuels français ; nous avons utilisé le même outil pour les retirer du corpus
INA. Cela inclut, entre autres, ESTER1 (Gravier et al., 2004), ESTER2 (Galliano et al., 2009), EPAC
(Estève et al., 2010), QUAERO (Boudahmane et al., 2011), ETAPE (Gravier et al., 2012b), REPERE
(Giraudel et al., 2012). Au total, ces deux étapes de dédoublonnage ont supprimé 154k heures (33 %)
du corpus initial. Enfin, nous avons échantillonné au hasard 12M de segments audio de 30s pour créer
un corpus d’entraînement de 100 000 heures, noté INA-100k.

5 Étude d’ablation

Dans cette section, nous étudions l’impact de la variation de la taille des données de préentraînement
sur nos modèles de parole. Les résultats de l’ablation sont rapportés sur un ensemble de validation
pour une tâche de reconnaissance automatique de parole (jeu de données CommonVoice). De plus
amples détails sur ce jeu de données sont fournis dans la section 6.

Effets de la taille des données de préentraînement pour la parole Nous avons entraîné quatre
modèles de parole : deux modèles utilisant l’architecture base sur 1k heures de LibriSpeech et 14k



Modèle/Données Base Large

1K 14K 14K 114K

WER 8.92 8.46 6.95 7.07

TABLE 2 – WER sur les ensembles de validation CommonVoice selon les architectures de modèle et
les tailles de données.

heures du jeu de données LeBenchmark, et deux modèles utilisant l’architecture large sur 14k heures
de LeBenchmark et 114k heures, qui combine les 14k heures de LeBenchmark avec 100k heures du
jeu de données INA. Le Tableau 2 rapporte le taux d’erreur sur les mots (Word Error Rate - WER) sur
les ensembles de validation de CommonVoice. L’augmentation des données de 1k à 14k heures pour
l’architecture base produit une amélioration modeste du WER (de 8,92 à 8,46). Pour l’architecture
large, cependant, l’augmentation des données de 14k à 114k heures dégrade légèrement les résultats.
Nous émettons l’hypothèse que cela pourrait être dû au fait que la nature des données de l’INA est
assez différente de celle de CommonVoice, alors que dans le même temps, la capacité du modèle
pourrait être trop limitée pour s’adapter suffisamment à ce vaste ensemble de données.

6 Évaluation des modèles

Cette section présente les tâches d’évaluation de parole réalisées sur nos modèles. Sauf indication
contraire, tous les résultats sont la moyenne de cinq exécutions avec des graines aléatoires différentes.
Nous utilisons ↑ (respectivement ↓) pour indiquer que des valeurs plus élevées (respectivement plus
basses) correspondent à de meilleures performances.

Reconnaissance automatique de la parole (ASR) Nous évaluons les modèles sur la reconnaissance
automatique de la parole dans deux contextes : un pipeline à ressources abondantes entraîné sur
plusieurs corpus, et des pipelines spécifiques à des jeux de données. Nous utilisons une architecture
CTC basée sur les caractères (Graves et al., 2006). Le réglage fin (fine-tuning) est appliqué à
l’ensemble du modèle. Les transcriptions sont obtenues par décodage glouton sans modèle de langue.

Le contexte ‘ressources abondantes’ utilise 258h de données : Antract, QUAERO, EPAC, ESTER1 et
REPERE. Pour les réglages spécifiques, nous utilisons CommonVoice 6.1, ETAPE pour l’audiovisuel
à ressources limitées, et enfin DyLNet (Nardy et al., 2021) pour tester l’adaptation à la parole
spontanée d’enfants de 3 à 6 ans. Les résultats en WER (↓) sont présentés dans la Table 3.

Reconnaissance d’entités nommées (NER) Nous évaluons nos modèles sur le corpus français
ETAPE (Gravier et al., 2012a), une collection de 30 heures de diffusions radio/TV. ETAPE est un
benchmark standard pour la NER française (Mdhaffar et al., 2022). Nous entraînons des systèmes
NER de bout en bout combinant un encodeur autosupervisé avec une sonde linéaire à trois couches.
Le jeu de données PxCorpus (Kocabiyikoglu et al., 2022) est également utilisé.



Ressources abondantes Ressources limitées

Modèle Antract QUAERO ESTER1 REPERE CV 6.1 ETAPE DyLNet

LeBenchmark-w2v-B-1k 22.3 ±3.7 32.0 ±3.5 26.7 ±3.4 28.3 ±3.4 12.3±0.1 34.8 ±0.1 55.7±3.7
LeBenchmark-w2v-L-7k 9.3 ±0.1 14.7 ±0.2 11.4 ±0.1 13.5 ±0.1 9.2±0.1 22.8 ±0.1 41.9±0.1
LeBenchmark-w2v-L-14k 8.6 ±0.1 15.0 ±0.3 11.5 ±0.2 13.6 ±0.2 9.0±0.1 26.0 ±0.1 41.2±0.2

Pantagruel-B-1k 13.2 ±0.3 21.3 ±0.4 17.9 ±0.4 19.1 ±0.3 10.5±0.1 30.6 ±0.3 49.7±0.3
Pantagruel-L-14k 7.5 ±0.1 13.7 ±0.7 9.9 ±0.2 11.3 ±0.2 8.1±0.1 19.8 ±0.1 39.3±0.2
Pantagruel-L-114k 7.4 ±0.1 11.7 ±0.1 9.7 ±0.1 10.4 ±0.1 8.2±0.1 19.1 ±0.2 37.5±0.2

TABLE 3 – Résultats pour les tâches ASR en taux d’erreur sur les mots (WER ↓).

Reconnaissance d’émotions dans la parole (SER) Nous nous concentrons sur la prédiction
continue des dimensions affectives. Nous utilisons AlloSat (Macary et al., 2020), un corpus de 37
heures de conversations téléphoniques spontanées annotées toutes les 250ms sur un axe frustration
→ satisfaction. Un BiLSTM à 5 couches prédit un scalaire par trame. Nous rapportons le CCC
(Coefficient de corrélation de concordance) sur le test (Table 4, CCC ↑).

Compréhension de la parole (SLU) Le corpus MEDIA (Bonneau-Maynard et al., 2006) comprend
1 250 dialogues humain·e-machine sur la réservation d’hôtels, annotés avec 76 concepts sémantiques.
MEDIA a été largement utilisé pour évaluer les systèmes SLU français. Nous extrayons les concepts
à partir de la parole et du texte (transcription manuelle). Les modèles SLU sont basés sur Transformer.
Les résultats sont rapportés en CER (↓).

Modèle MEDIA (CER↓) PxCorpus (F1↑) ETAPE (NEER↓) AlloSat (CCC↑)
SLU NER NER SER

LeBenchmark-w2v-B-1k 17.9±2.0 57.9±3.0 65.1±0.2 0.57±0.10
LeBenchmark-w2v-L-7k 13.3±0.6 59.9±3.3 53.0±0.1 0.65±0.02
LeBenchmark-w2v-L-14k 12.7±0.6 82.4±0.2 55.3±0.1 0.49±0.01
Pantagruel-B-1k 14.6±0.7 81.7±1.3 61.4±0.3 0.84±0.02
Pantagruel-L-14k 12.6±0.7 84.4±0.4 48.1±0.2 0.82±0.02
Pantagruel-L-114k 12.5±0.7 84.4±0.6 44.7±0.4 0.83±0.03

TABLE 4 – Résultats pour les tâches NER, SLU et SER. Métriques : CER = Concept Error Rate ;
NEER = Named Entity Error Rate ; CCC = Concordance Correlation Coefficient.

Résumé des résultats sur les tâches de parole Sur les tâches de parole (Tables 3 et 4), les modèles
Pantagruel surpassent systématiquement LeBenchmark. Le grand modèle Pantagruel-L-114k obtient
les meilleurs résultats globaux, avec des gains nets sur les corpus spontanés ou bruités comme ETAPE
et DyLNet. Entraîné sur LeBenchmark et le corpus audiovisuel INA-100k, il se montre robuste à la
variabilité acoustique. En SER, les encodeurs Pantagruel excellent également, Pantagruel-B-1k et
Pantagruel-L-114k présentant les meilleures performances.



7 Discussion et conclusion

Sur la parole, Pantagruel surpasse l’état de l’art, confirmant l’efficacité de la prédiction dans l’espace
latent pour les signaux acoustiques continus. L’inclusion d’INA-100k renforce la robustesse au bruit
et à la variabilité.

Globalement, Pantagruel démontre que l’autosupervision dans l’espace latent passe bien à l’échelle
pour le français. Son architecture unifiée offre une base pratique pour la modélisation trans-modale.
À notre connaissance, il s’agit de l’encodeur autosupervisé monolingue français le plus riche en
ressources à ce jour, associant des dizaines de milliards de tokens à 100k heures d’audio diversifié.

Pour les modèles entraînés sur le texte, nous parvenons à obtenir des résultats compétitifs, en
particulier sur des tâches sémantiques. Les travaux futurs porteront sur (i) l’optimisation conjointe sur
des paires parole-texte non alignées ; (ii) l’augmentation de la capacité des modèles ; (iii) l’extension
aux tâches applicatives multimodales comme la QA parlée.
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